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	ABSTRAK
Prediksi produksi padi menjadi penting dilakukan untuk menunjang pembangunan nasional sektor pertanian pada suatu negara atau wilayah. Artificial Neural Network (ANN) termasuk metode yang terbaik dalam melakukan prediksi. Masalah utamanya adalah bagaimana menentukan jumlah neuron dan hidden layer yang optimal sehingga akurasi prediksinya tinggi. Artikel ini bertujuan untuk merancang arsitektu ANN unutk melakukan prediksi terhadap produksi padi menggunakan ANN dengan algortima backpropagation. Tahapan penelitian yang dilakukan adalah mengumpulkan data produksi padi, melakukan pre-processing data, memproses prediksi, dan pengujian akurasi dan error serta implementasi. Dalam memproses prediksi dilakukan sesuai dengan rancangan model prediksi, yaitu parameter epoch, momentum, learning rate, hidden layer untuk menghasilkan keakuratan yang tinggi. Temuan yang diperolah berupa rancangan optimal untuk melakukan prediksi yaitu dengan menggunakan multilayer. Hasil pengujian sistem prediksi produksi padi yang terdiri dari 75 kali pengujian pada di 12 daerah di Kota Tegal, diperoleh tingkat akurasi mencapai 88,14% atau dengan tingkat error yang relatif rendah yaitu 11,86%.

ABSTRACT 
Predicting potato production becomes important to support the national development of the agricultural sector in a country or region. Artificial Neural Network (ANN) is one of the best methods in making predictions. The main problem is how to determine the optimum number of neurons and hidden layers so that the prediction accuracy is high. This article aims to design an ANN architect who does predictions about the production of padi using ANN with backpropagation algorithms. The stage of the research is to collect data on the production of grain, perform pre-processing of data, process predictions, and test accuracy and error as well as implementation. In the processing of predictions performed according to the design of the predictive model, i.e. parameters epoch, momentum, learning rate, hidden layer to produce high accuracy. The findings that are processed are optimum designs to make predictions using multilayer. The test results of a system of prediction of grain production consisting of 75 tests in 12 districts in the city of Tegal, obtained an accuracy rate of 88.14% or with a relatively low error rate of 11.86%.
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PENDAHULUAN 
Sutanta et al., (2020), Prediksi produksi padi merupakan suatu yang vital bagi Indonesia khususnya di sektor pertanian. Dengan jumlah penduduk yang mencapai 267 juta orang serta tingkat konsumsi beras mencapai 124,89 kg/kapita/tahun, perencanaan pembangunan produksi padi menjadi semakin strategis. Al-Amin et al., (2019), Untuk efektifitas perencanaan pembangunan sektor pertanian, akurasi dari prediksi produksi padi menjadi semakin krusial. Untuk memperoleh akurasi yang baik, beragam metode sudah dikembangkan. Shah et al., (2019), Metode dan teknik prediksi yang berkembang sudah direview pada penelitian sebelumnya. Putra et al., (2019), Support Vector Machines (SVM) memiliki kelebihan dalam menginterprestasi hasil, tingkat error yang rendah, dan juga dapat menghasilkan prediksi yang baik, tapi memiliki kelemahan pada saat training dengan kumpulan data besar sehingga training jadi lambat. Dzakiyullah et al., (2014), K-Nearest Neighbor (KNN) memiliki kelebihan efektif terhadap data yang berukuran besar, dan handal terhadap data yang memiliki banyak noise, namun juga memiliki kekurangan yaitu perlunya menghitung satu persatu data testing terhadap semua data training, dan sensitif terhadap data pre processing. Garcia et al., (2012), Artificial Neural Network (ANN) atau Jaringan Syaraf Tiruan (JST) merupakan suatu sistem pemrosesan informasi dengan suatu karakteristik menyerupai sistem saraf pada manusia yang dapat memecahkan masalah SVM dan KNN dengan melakukan training data yang besar dan ANN memiliki kemamuan untuk mentoleransi kesalahan sehingga dapat menghasilkan prediksi yang baik. Fan et al., (2019), Selain itu metode ini juga dapat digunakan untuk memodelkan hubungan yang kompleks antara masukan (input) dan keluaran (output) dalam menemukan pola- pola pada data. Gorade & Deo, (2017), Namun masalahnya adalah ANN memiliki kelemahan yaitu sulit untuk mengetahui berapa banyak neuron dan lapisan yang diperlukan, dan mengalami perlambatan saat learning. Fei & Lu, (2018), Dalam metode ANN, terdapat beberapa algoritma yang telah digunakan salah satunya adalah backpropagation. Das et al., (2018), Algoritma Backpropagation merupakan salah satu prosedur yang paling populer, efektif, dan mudah dipelajari pada jaringan multilayer yang kompleks untuk mengoptimalkan pelatihan jaringan saraf tiruan. Wang et al., (2015), Backpropagation melakukan pembelajaran terbimbing (supervised learning) yang digunakan pada jaringan multi-layer yang terdiri dari beberapa hidden-layer yang bertujuan untuk meminimalkan error terhadap jaringan yang menghasilkan keluaran (output). Elarabi, (2014), Menggunakan fungsi pelatihan (training functions) variabel laju pemahaman (traingdx) untuk mempercepat pelatihan backpropagation, yang merupakan kombinasi dari parameter laju pemahaman (learning rate) dan momentum sehingga mendapatkan hasil yang relatif lebih akurat.

METODE PENELITIAN
Dalam pelaksanaan penelitian ini, ada beberapa tahapan yang dilaksanakan yaitu mengumpulkan data, melakukan pemrosesan awal, memprediksi produksi padi, melakukan pengujian akurasi dan implementasi ditunjukkan pada gambar 1 sebagai berikut: Mulai
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      Gambar 1. Tahapan Penelitian
Data penelitian ini berasal dari Dinas Tanaman Pangan Hortikultura Provinsi Jawa Tengah sebagai institusi yang bertanggungjawab dalam mewujudkan kemandirian pangan dan meningkatkan kualitas hasil pertanian.
Pengumpulan Data
Data yang dikumpulkan merupakan data produksi padi selama 5 (lima) tahun, yang berasal dari dari 12 Daerah di Kota Tegal. Data yang dikumpulkan untuk masing-masing kota adalah; (1) data target luas tanam padi (Ha), (2) data target luas panen padi (Ha), (3) data target produktifitas padi (ton/Ha), (4) data target produksi padi (ton).
Pre-Processing Data
Pada tahap ini, target luas tanam padi, target luas panen padi dan  target produktifitas padi dari tahun 2018-2023 dan target produksi padi dari tahun 2018-2023 tersebut dikelompokkan menjadi 2 jenis data, yaitu data latih (training) dan data uji (testing) sebagai data input. Tahap ini bertujuan juga untuk mempersiapkan data agar dapat digunakan dalam prediksi. Selanjutnya melakukan normalisasi atau transformasi data, karena lapisan tersembunyi (hidden layer) menggunakan fungsi aktivasi sigmoid biner atau logsig untuk lapisan tersembunyi dan purelin untuk lapisan keluaran. Proses normalisasi atau transformasi memiliki tujuan untuk mempermudah perhitungan dan mendapatkan hasil prediksi yang lebih akurat.
Proses Prediksi Produksi Padi
Proses prediksi produksi padi menggunakan metode Artificial Neural Network (ANN) Backpropagation dapat ditunjukkan seperti pada gambar 2 berikut:
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Gambar 2. Flowchart Prediksi Produksi Padi dengan Jaringan Saraf Tiruan Backpropagation



Hamid et al., (2011), Pada rancangan prediksi produksi padi menggunakan ANN Backrpopagation ini, dimulai dengan melakukan penginputan data uji dan data latih. Krestinskaya et al., (2019), Data uji dan data latih dapat dikatakan sebagai variabel input dan data target. variabel input terdiri dari data target luas tanam padi, target luas panen padi dan target produktivitas padi tahun 2018-2023. Dan variabel target yaitu data target produksi padi tahun 2018-2023. Output merupakan hasil prediksi produksi padi tahun 2023. Laurene, (2007), Untuk merancang arsitektur metode ANN Backpropagation yang menghasilkan prediksi yang optimal, maka dilakukan penentuan atau penginputan jumlah nilai parameter-parameter yang digunakan, seperti jumlah hidden layer, laju pemahaman (learningrate), maksimum iterasi (epoch), dan momentum dengan menggunakan proses trial and error. Rezapour, (2010), Setelah menentukan jenis data dan parameter, prediksi dilakukan dengan metode ANN Backpropagation berdasarkan langkah-langkah arahan Laurene Fausett. Selanjutnya, hasil prediksi yang diperoleh dievaluasi nilai errornya dengan menggunakan MAPE untuk memperoleh tingkat akurasi pada prediksi.
Pengujian akurasi dan error
Chang et al., (2007), Pada tahapan ini dilakukan pengujian hasil prediksi yang sudah diperoleh dengan cara melihat tingkat keakuratan dan error pada sistem. Pengujian dilakukan kepada masing-masing data training dan data testing. Sethy et al., (2020), Pengujian bertujuan untuk mengetahui sistem kerja input, proses dan output apakah sesuai dengan tujuan yang diharapkan. Cara menghitung nilai error digunakan MAPE (Mean Average Precentage Error). Nilai MAPE menunjukkan seberapa banyak kesalahan dalam hasil prediksi dibandingkan dengan nilai aktual. Wanto et al., (2017), Mean Absolute Percentage Error (MAPE) dihitung menggunakan kesalahan mutlak dalam setiap periode dibagi dengan nilai-nilai yang diamati yang jelas untuk periode tersebut. Semakin kecil nilai MAPE maka semakin baik kinerja prediksi. Silva et al., (2016), Untuk menghitung akurasi terhadap prediksi yang dilakukan, maka sebuah akurasi 100% dikurangi dengan nilai MAPE.

                  |Xt – Yt|
MAPE =     t = 1  Xt           X 100%   ................................................................... (1)
                     n
Akurasi = 100% - MAPE  ................................................................................  (2)

Dimana x୲ adalah nilai target data asli pada periode t, sedangkan y୲ merupakan nilai prediksi pada periode t dan n adalah banyaknya data prediksi pada periode t. MAPE digunakan dalam penelitian ini untuk mengevaluasi kinerja berbagai jenis model prediksi. Semakin kecil MAPE maka semakin baik model prediksinya [20] ditunjukkan pada tabel 1 sebagai berikut:



Tabel 1. Kriteria Skala MAPE
Skala MAPE	Kriteria
	                      <10%                                  Sangat Baik
	                 10%-20%	  Baik
                  20%-50%	  Cukup
                    >50%	  Buruk


HASIL DAN PEMBAHASAN 

Pengumpulan Data
Hasil dari pengumpulan data adalah rupa data target luas tanam padi, target luas panen padi, dan target produktifitas padi dari tahun 2018-2023 serta target produksi padi dari tahun 2018-2023. Pada tabel 2 berikut ini akan menunjukkan data yang digunakan.
Tabel 2. Data Target Produksi Tahun 2018
	Daerah
	X1
	X2
	X3
	Y

	A= Cabawan
	13.511
	13.323
	5,64
	75.168

	B= Kaligangsa
	836
	808
	5,84
	4.715

	C= Margadana
	7.315
	7.258
	5,55
	40.282

	D= Kalinyamat Kulon
	1.675
	1.782
	5,18
	9.231

	E= Krandon
	2.296
	2.196
	5,90
	12.956

	F= Sumur Panggang
	2.841
	2.785
	5,01
	13.953

	G= Kemandungan
	6.063
	6.179
	5,10
	31.513

	H= Kraton
	50.887
	46.218
	5,11
	236.266

	I= Muarareja
	26.631
	27.126
	4,67
	126.678

	J= Keturen
	47.123
	47.530
	4,85
	230.521

	K= Tunon
	55.553
	55.287
	5,44
	300.706

	L= Kalinyamat Wetan
	43.525
	43.742
	5,75
	251.517

	Keterangan:
X1= target luas tanam padi (Ha); X2 = target luas panen padi (Ha); X3 = target produktivitas padi (Ton/Ha); Y = target produksi padi (Ton).

	
	
	
	


















Pre-Processing
Data produksi padi dan variabel lainnya dibagi atas dua kelompok yaitu sebagai data latih (training) dan data uji (testing). Maka proporsi pembagian data training dan data testing yang digunakan dalam penelitian ini yaitu 70% data training berjumlah 66 data setiap variabel dan 30% data testing berjumlah 29 data setiap variabel. Setelah data terbagi menjadi dua bagian, selanjutnya dilakukan pemeriksaan agar data tersebut valid dan siap digunakan untuk melakukan prediksi produksi padi. Setiap data input dilakukan normalisasi. Setelah data terbagi menjadi dua bagian, selanjutnya akan dilakukan pemeriksaan agar tidak ada yang missing hingga data tersebut valid dan dapat digunakan dalam melakukan prediksi produksi padi. Karena pada penelitian ini menggunakan fungsi aktivasi sigmoid biner yang mempunyai rentang nilai 0 hingga 1, maka setiap data input melakukan normalisasi atau transformasi. Normalisasi data dilakukan dengan menggunakan persamaan (3) berikut :
X =  0,8 (X - Xmin)    +   0,1  ................................................................................................. (3)
         Xmax - Xmin
Data primer yang digunakan merupakan data dari Dinas Tanaman Pangan Hortikultura, dan Perkebunan Provinsi Jawa Tengah. Data tersebut dimasukkan ke dalam Microsoft Excel, data di kelompokkan berdasarkan data input dan data target. Lalu dilakukan proses normalisasi. Pada tabel 3 berikut ini akan menunjukkan hasil  data setelah melakukan proses normalisasi pada data tahun 2023.
   Tabel 3. Data Normalisasi
Daerah
X1
X2
X3
Y

	
     A
	0.2325
	0.2306
	0.1003
	0.2446

	B
	0.1079
	0.1077
	0.1003
	0.1072

	C
	0.1716
	0.1710
	0.1003
	0.1765

	D
	0.1162
	0.1172
	0.1002
	0.1160

	E
	0.1223
	0.1213
	0.1003
	0.1232

	F
	0.1276
	0.1271
	0.1002
	0.1252

	G
	0.1593
	0.1604
	0.1002
	0.1594

	H
	0.5998
	0.5539
	0.1002
	0.5587

	I
	0.3614
	0.3663
	0.1002
	0.3450

	J
	0.5628
	0.5668
	0.1002
	0.5475

	K
	0.6456
	0.6430
	0.1003
	0.6844

	L
	0.5274
	0.5296
	0.1003
	0.5885


   X1: target luas tanam padi yang telah dinormalisasi, 
   X2: target luas panen padi yang telah dinormalisasi. 
   X3: target produktivitas padi yang telah dinormalisasi dan 
     Y: target produksi padi yang telah dinormalisasi
 
Proses Prediksi
Perancangan Arsitektur Model ANN
Tabel Rancangan Model ANN Multilayer Prediksi ditunjukan pada tabel 4 sebagai berikut:
Tabel 4. Rancangan Model ANN Multilayer Prediksi
	Parameter
	Jumlah
	Keterangan

	Input Layer
	3 neuron
	Target Luas Tanam Padi; Target Luas Panen Padi;
Target Produktifitas Padi

	Hidden Layer
	trial and error
	3 neuron

	Output Layer
	1 neuron
	Produksi padi

	Bobot Awal
	trial and error
	BB : 0.05 BA : 0.08
Bilangan acak antara 0.05-


                                                 0.08	
Learning Rate    Trial and error     0.1-0.5	
Momentum        Trial and error     0.5-0.9

Epoch               Trial and error     100-200 (dengan interval 50) 
Fungsi Aktivasi           2                Logsig dan Purelin



Dari tabel 4 dapat digambarkan arsitekturnya seperti gambar 3 berikut:
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Gambar 3. Arsitektur ANN Prediksi Produksi Padi

Arsitektur ANN yang dirancangan menggunakan tiga neuron pada input layer yaitu target luas tanam padi, target luas panen padi dan target produktifitas padi. Hidden layer terdiri dari tiga neuron diperoleh dari proses trial dan error. Bobot yang digunakan adalah rentang 0.05 sampai dengan 0.08. Output layer   berupa prediksi produksi padi dengan 1 neuron.
Perancangan Arsitektur ANN
Teknik perancangan arsitektur sudah banyak dibahas. Rancangan menggunakan multilayer maka layer terbagi atas 3 layer yaitu; (1) lapisan masukan (input layer) yang jumlahnya dapat disesuaikan dengan variabel input. (2) Lapisan tersembunyi (hidden layer) yang jumlahnya didapatkan dengan proses trial and error yaitu berjumlah 3 disesuaikan dengan jumlah variabel input. Pada lapisan ini digunakan fungsi aktivasi sigmoid biner logsig yang berguna dalam mengirimkan suatu informasi dari input layer melalui bobot ke neuron pada hidden layer. Lapisan keluaran (output layer) yang jumlahnya disesuaikan dengan variabel output. Pada lapisan ini digunakan fungsi aktivasi purelin yang berguna untuk menghasilkan output yang memiliki range yang sama dengan input. Desain yang diusulkan adalah multilayer dengan input 3 neuron, hiden layer trail and error dan output 1 neuron. Desain multilayer cenderung mempunyai akurasi yang baik. Hal yang sama juga dilakukan dan lebih efektif.
Variabel penelitian dibagi menjadi 2 yaitu data input dan data target. Untuk variabel input data yang digunakan adalah target luas tanam padi, target luas panen padi, dan target produktivitas padi dari tahun 2018-2023. Variabel target adalah target produksi  padi pada setiap Daerah di Kota Tegal dari tahun 2018-2023. Karena menggunakan proses trial and error, jadi diperlukan penentuan terhadap parameter-parameter yang digunakan. Arsitektur layer yang digunakan yaitu multilayer yang terdiri dari lapisan input, hidden, dan output, pada input layer telah ditentukan atas 3 variabel yaitu produksi, luas panen, dan produktivitas padi, pada hidden layer jumlah neuron tersembunyi harus kurang dari dua kali ukuran input layer, karena jumlah neuron yang optimal ditentukan dengan proses trial and error sehingga jumlah hidden layer berjumlah kurang dari 6 neuron yaitu 3 hidden layer yang juga disamakan dengan jumlah variabel  input. Selanjutnya untuk fungsi aktivasi pada lapisan tersembunyi digunakan pada proses pelatihan adalah logsig, dan fungsi aktivasi pada lapisan keluaran adalah purelin. Bobot diambil dari nilai random yang cukup kecil, biasanya bobot awal diinisialisasi dengan nilai antara -0,5 sampai 0,5 (atau -1 sampai 1). Setelah melakukan trial and error, maka nilai yang tepat untuk dijadikan bobot awal yaitu 0.05 dan 0.08. Parameter Momentum berguna untuk menurunkan gradient dengan momentum dengan memberi nilai 0.9 sesuai default. Dengan melakukan perubahan momentum akan berdampak terhadap waktu proses, jadi semakin besar nilai momentum maka semakin cepat waktu proses yang terjadi. Karena menggunakan proses trial and error maka momentum dilakukan dengan rentang nilai dari 0.5 - 0.9. Parameter epoch (iterasi) sebagai parameter perulangan untuk pemberhentian pada proses pelatihan.
Apabila jumlah iterasi telah mencapai jumlah maksimum maka pelatihan akan berhenti. Pada penelitian ini menentukan maksimum 1000 epochs untuk mendapatkan hasil yang baik, sesuai dengan default fungsi pelatihan variabel laju pemahaman traingdx. Jika maksimum epoch tinggi, maka memerlukan waktu yang lama dalam melakukan pelatihan dan jika epoch rendah, maka tidak dihasilkan akurasi yang baik. Dengan menggunakan proses trial and error maka diberi rentang 100 hingga 150 epochs, karena dengan dengan sitem/aplikasi ini dapat memungkinkan iterasi yang tidak terlalu besar namun bisa mencapai hasil yang baik. Parameter laju pembelajaran (learning rate) berguna untuk mempercepat laju iterasi (epoch). Bila nilai learning rate-nya semakin kecil, maka ketelitian / keakuratan akan semakin besar, namun terdapat resiko yaitu proses iterasi akan memakan waktu yang semakin lama. Karena jumlah learning rate ditentukan dengan proses trial and error maka rentang nilai untuk learning rate adalah 0,1 hingga 0.5.
Prediksi Produksi Padi
Berdasarkan hasil pengujian sistem terhadap rancangan model parameter-parameter yang telah ditentukan, maka diperoleh parameter yang menghasilkan nilai MAPE terkecil dan akurasi terbesar, yaitu dengan epoch sebesar 200, momentum sebesar 0,5 dan learning rate sebesar 0,5. Nilai MAPE yang didapatkan yaitu 11,86 % dan nilai akurasi atau keakuratan prediksi sebesar 88,14% dengan akurasi tertinggi mencapai 98,89%. Hasil ini sangat baik dengan perolehan akurasi yang tinggi. Sebelumnya juga ada dengan akurasi yang bervariasi untuk beragam metode. Untuk satu algoritma menghasilkan output dengan tingkat akurasi yang tidak sama juga. Hasil prediksi ini bisa juga dibandingkan dengan beberapa hasil prediksi produksi padi menggunakan Backpropagation Neural Network dengan akurasi mencapai 89,56 % pada dan juga 94,90%. Sedangkan untuk desainnya dengan menggunakan jumlah neuron yang sama untuk inputnya yaitu 3 neuron, dan hidden layernya 4, learning rate 0,8. Untuk melihat Hasil Prediksi dengan Pengujian Parameter ditunjukkan pada tabel 5 sebagai berikut:
Tabel 5. Hasil Prediksi dengan Pengujian Parameter
	[bookmark: _Hlk167266679]Epoch
	Momen tum
	Learning Rate
	MAPE (%)
	Akurasi (%)

	200
	0,5
	0,1
	13,271129
	86,728871

	
	
	0,2
	12,005893
	87,994107

	
	
	0,3
	11,886828
	88,113172

	
	
	0,4
	11,865150
	88,134850

	
	
	0,5
	11,861308
	88,138692

	
	0,6
	0,1
	13,274849
	86,725151

	
	
	0,2
	12,006093
	87,993907

	
	
	0,3
	11,886851
	88,113149

	
	
	0,4
	11,865101
	88,134899

	
	
	0,5
	11,861311
	88,138689

	
	0,7
	0,1
	13,273208
	86,726792

	
	
	0,2
	12,005597
	87,994403

	
	
	0,3
	11,886781
	88,113219

	
	
	0,4
	11,902695
	88,097305

	
	
	0,5
	11,861312
	88,138688

	
	0,8
	0,1
	13,275736
	86,724264

	
	
	0,2
	12,006159
	87,993841

	
	
	0,3
	11,886636
	88,113364

	
	
	0,4
	11,865135
	88,134865

	
	
	0,5
	11,861316
	88,138684




KESIMPULAN DAN SARAN
Rancangan arstitektur Artificial Neural Network (ANN) sudah berhasil dibuat dan diterapkan untuk prediksi produksi padi di Daerah Kota Tegal, Provinsi Jawa Tengah, Indonesia. Rancangan ANN yang menggunakan multilayer pada aplikasi sudah berhasil diujikan dengan memperolah hasil prediksi produksi padi untuk periode berikutnya. Dari implementasi sistem yang dirancang, diperoleh hasil prediksi dengan akurasi mencapai 88,14%. Patut dicatat bahwa proses trial dan error perlu mendapat perhatian untuk mendapatkan hasil yang maksimal dengan durasi waktu yang lebih baik. Aplikasi prediksi produksi padi yang dibuat telah mampu melakukan prediksi produksi padi untuk tahun 2023  dengan melakukan 75 kali pengujian terhadap paramater yang terdapat pada rancangan model prediksi sehingga didapatkan model dengan parameter yang optimal meliputi, input layer berjumlah 3, hidden layer berjumlah 3, dan output layer berjumlah 1 dengan epoch sebesar 200, momentum sebesar 0,5, dan learning rate sebesar 0,5.
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